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CAPITULO 5
Métodos indirectos. Busqueda racional
de farmacos

Lucas N. Alberca y Alan Talevi

1. Cribado virtual

Las etapas tempranas del descubrimiento de farmacos implican la identificacién de nuevos
hits contra un blanco molecular especifico y las sucesivas optimizaciones para mejorar las pro-
piedades farmacolégicas de dichos compuestos. Como ya se ha mencionado en el Capitulo 2,
la industria farmacéutica recurre principalmente al Cribado Farmacolégico de Alto Rendimiento
(o High Throughput Screening - HTS) como estrategia para identificar en tiempos breves nuevos
andamios (scaffolds) moleculares con la actividad deseada. Sin embargo, las tecnologias nece-
sarias para la implementacién de campafias de HTS requieren una inversion muy grande que
solo las companiias farmacéuticas y algunos centros académicos de paises desarrollados pue-
den afrontar. Al costo del equipamiento en si debe sumarse, ademas, los altisimos costos ope-
rativos que deben afrontarse para su utilizaciéon y mantenimiento.

Una metodologia alternativa, también mencionada previamente como mas racional y econé-
mica, es el Cribado virtual (en adelante, CV), también conocido como Screening Virtual o Scree-
ning in silico o Tamizado Virtual. Algunos autores describen al CV como el “uso de la informatica
de alto rendimiento para analizar grandes bases de datos de compuestos quimicos con el fin de
identificar posibles candidatos a drogas”. Otros autores amplian esta definicién considerando al
CV como un “conjunto de técnicas computacionales que permiten, a partir de representaciones
de la estructura molecular de los compuestos quimicos almacenados en grandes bases de datos,
identificar compuestos potencialmente interesantes desde el punto de vista farmacolégico”. De
manera mas simple, podemos definir al CV como la utilizaciéon de modelos o algoritmos compu-
tacionales para predecir cuales compuestos de una biblioteca de compuestos quimicos podrian
tener una cierta actividad deseada.

A continuacion, se enumeran algunas de las caracteristicas que hacen a la racionalidad de
esta estrategia:

a) Eficiencia en cuanto al costo y tiempo necesarios para su realizacion: Actualmente
existen una gran cantidad de bases de datos de compuestos quimicos que se pueden descargar
y manipular de manera gratuita y que son actualizadas/expandidas de manera periddica o conti-

nua. Entre ellas pueden mencionarse ChEMBL, que a la fecha compila mas de 1,8 millones de
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compuestos quimicos y mas de 15 millones de datos de actividad bioldgica; PubChem, con mas
de 96 millones de compuestos y mas de 230 millones de datos de bioactividad y; DrugBank que
contiene alrededor de 10000 compuestos utilizados terapéuticamente o que se encuentran ac-
tualmente cursando estudios clinicos, de los cuales cerca de 9000 son pequefas moléculas tipo
farmaco. Ademas, muchos de los programas que se utilizan para aplicar las técnicas de CV son
de libre acceso o se pueden conseguir licencias académicas gratuitas como el programa Chimera
y los diferentes paquetes de ChemAxon. También existen servidores online en los cuales se
pueden realizar CV sin necesidad de descargar programas. Mas aun, dependiendo de la técnica
de CV a utilizar, es posible realizar el cribado con una simple computadora de escritorio. En este
sentido, el CV supera ampliamente al HTS, que en cualquiera de los casos requiere tecnologia
de alto costo. Finalmente, puede mencionarse que, en tanto seleccionados mediante técnicas
con fundamento tedrico, los hits que emergen del CV tienen mayores probabilidades de demos-
trar actividad biologica contra el blanco de interés que un compuesto quimico que hubiera sido
elegido al azar, sin criterio racional.

b) Caracter tedérico: No es necesario disponer de una muestra fisica de los compuestos
quimicos a analizar ya que el proceso se realiza en base a representaciones digitales de las
moléculas. Ademas, se pueden considerar colecciones de compuestos que aun no han sido sin-
tetizados de manera de sintetizar o adquirir sélo aquellos que presenten altas probabilidades de
poseer la actividad de interés.

c) Caracter bioético: Las metodologias in silico reducen la cantidad de compuestos a eva-
luar tanto in vitro como in vivo (cifiéndose a los conceptos de reemplazo/reduccion del uso de
modelos animales) y aumenta las probabilidades de resultados positivos en esas instancias. El
CV cumple con los principios internacionales para la investigacion biomédica que involucra ani-
males (International Guiding Principles for Biomedical Research involving Animals, CIOMS), que
propone anteponer simulaciones computacionales y modelos in vitro a los estudios en animales
de laboratorio siempre que sea posible.

En general, las estrategias para la busqueda y disefo racional de farmacos asistida por
computadora son clasificadas en dos categorias: Métodos indirectos (también llamados, métodos
basados en el ligando), en los cuales no es necesario conocer la estructura tridimensional del
blanco molecular y métodos directos (0o métodos basados en la estructura), en los cuales es
indispensable poseer un modelo tridimensional de la macromolécula. Subrayamos aqui, ademas,
que cuando pensamos en disefo de farmacos siempre estamos considerando la eventual obten-
cion de un compuesto quimico novedoso que no hubiera sido sintetizado hasta el momento. En
cambio, el CV, mayormente se enfoca en colecciones de compuestos que ya se conocen, que
fueron previamente sintetizados o aislados a partir de fuentes naturales.

El presente capitulo se centra en los métodos indirectos para la busqueda racional de farmacos.
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2. Métodos indirectos

Existe una gran cantidad de blancos moleculares de los cuales no se encuentra disponible su
estructura tridimensional y no es posible realizar un modelo tridimensional confiable mediante
técnicas de modelado comparativo. En esos casos, la informacién estructural de uno o mas li-
gandos activos en el blanco molecular seleccionado puede utilizarse para identificar cuales son
las caracteristicas estructurales responsables de la actividad biolégica de los mismos.

La hipotesis implicita de los métodos indirectos es que las moléculas similares exhibiran pro-
piedades de unién similares con respecto a un dado blanco molecular, en tanto la actividad bio-
I6gica dependera de la estructura quimica del mismo.

Los métodos indirectos de CV pueden utilizar caracteristicas obtenidas de distintos niveles de
representacion de las estructuras moleculares de los ligandos, habitualmente representaciones
bidimensionales (2D) y/o tridimensionales (3D). En los siguientes puntos de este capitulo se des-
cribiran tres grandes grupos de métodos indirectos: los basados en la similitud molecular, los

basados en el farmacéforo y, las metodologias basadas en descriptores moleculares (QSAR).

2.1 Métodos basados en la similitud molecular

La similitud molecular se enfoca en ciertas caracteristicas estructurales de los compuestos
tales como presencia, ausencia, o frecuencia de determinadas subestructuras quimicas o deter-
minados grupos funcionales, para determinar qué tan similares son dos moléculas entre si. Para
realizar esta comparacion se requieren tres componentes basicos:

1-  Una representaciéon de la molécula cuyos componentes codifiquen las caracteristicas
quimicas y/o moleculares relevantes de la misma.

2- Un sistema de ponderacién (asignacion cuantitativa de peso/importancia) de tales ca-
racteristicas. Es decir, se requiere de un esquema que permita determinar cuales caracteristicas
tienen la misma importancia y cuales caracteristicas son mas relevantes.

3- Un coeficiente de similitud que transforme la informacion contenida en la representa-
cion estructural de la molécula a un valor numérico. En general, este niumero valor se encuentra
entre 0 y 1, donde 0 indica que ninguna de las caracteristicas estructurales comparadas esta
presente en ambas moléculas y 1 significa que por el método seleccionado se verifica la identidad
completa de la molécula. Esto ultimo no necesariamente implica que dos compuestos compara-
dos sean efectivamente idénticos. Hay métodos de cuantificaciéon de similitud que son “ciegos” a
ciertas diferencias entre dos moléculas: por ejemplo, un método que caracterice los grupos fun-
cionales como dadores o aceptores de enlaces de hidrogeno sera incapaz de distinguir entre una
amina primaria y un hidroxilo.

Una forma frecuente de comparar cuantitativamente dos moléculas se basa en la compara-

cion de secuencias de bits (denominadas molecular fingerprints o huellas digitales moleculares)
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de las estructuras a comparar. Tipicamente, las huellas digitales moleculares se construyen aso-
ciando cada bit a la presencia o0 ausencia de una propiedad estructural, las cuales pueden con-
tener informacion bidimensional o tridimensional.

En la Figura 5.1 se presenta un proceso simple de comparacién de tres moléculas utilizando
como coeficiente de similitud el coeficiente de Tanimoto en su forma binaria (no considera el
numero de veces que aparece una subestructura o caracteristica molecular en una dada molé-
cula, tan solo su ocurrencia o no ocurrencia). Este coeficiente es uno de los mas utilizados para

cuantificar similitud y se define por la Ecuacién 5.1:

G c
T a+b-c

Ecuacion 5.1: indice de Tanimoto.

Donde a y b representan el niumero total de subestructuras (o propiedades estructurales)
presentes en cada una de las moléculas comparadas vy, c indica el numero de subestructuras
comunes entre el par de moléculas a comparar. En el ejemplo de la Figura 5.1 solo se conside-
raron ocho subestructuras para construir las huellas digitales moleculares de las moléculas A, B
y C. La molécula A presenta seis de las ocho subestructuras consideradas, mientras que la mo-
Iécula B presenta siete de estas subestructuras y la molécula C presenta sélo cinco. A partir de
la comparacion de a pares de las huellas digitales obtenidas, pueden calcularse los correspon-
dientes coeficientes de Tanimoto. En el caso del ejemplo, los coeficientes asumen los valores
Sas = 0,625, Sac = 0,571 y Ssc = 0,500, entonces, las estructuras A y B son las mas parecidas
de acuerdo con este método.

A

§ i {3
Jt Oyt oy

. . " Y (!'_ \) {ﬁ\ , Moy B 5 ~
Al l 1 0o 0 1 1 1 1 Sac=g7g—3=0571
Bl 1 1 1 1 1 Spe = =———— = 0,500
cl1|o| 1|01 SESEs

Figura 5.1: Esquema del proceso de comparacion de tres moléculas por medio del coeficiente de Tanimoto.

Los métodos de similitud molecular son una buena estrategia para la realizacion de CV cuando el

numero de ligandos activos conocidos de un blanco molecular es limitado, o en el peor de los casos,
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cuando se conoce un Unico ligando. Las técnicas de CV basado en la similitud consisten en cuantificar
el grado de similitud entre la estructura que presenta la actividad deseada y las estructuras de los
compuestos que integran la base sometida al CV. Una ventaja interesante de este tipo de técnicas
es el bajo costo computacional que requieren, permitiendo realizar el cribado de grandes bases de
datos en poco tiempo. Hoy en dia, el uso de estas técnicas es casi trivial en tanto la mayoria de los
repositorios quimicos online utilizados para cribado incorporan funciones de busqueda por similitud
molecular. Por tal motivo, es raro actualmente el uso de estas técnicas de manera aislada, y se suele

asociar a otros métodos indirectos o directos siempre que sea posible.

2.2 Métodos basados en el farmacéforo

El termino farmacoéforo se refiere a un arreglo tridimensional de la molécula con las caracte-
risticas moleculares minimas para asegurar las interacciones con un blanco molecular especifico,
logrando de esa forma que se produzca la respuesta biolégica. Complementariamente, la IUPAC
define a un farmaco6foro como un conjunto de propiedades estéricas y electronicas para asegurar
las interacciones supramoleculares éptimas entre la molécula y un blanco biolégico especifico
activando o bloqueando su respuesta. En la Figura 5.2 se representa el farmacoéforo que le da
propiedades anestésicas a la cocaina, el cual fue utilizado para el posterior desarrollo del anes-
tésico local procaina.

HyC ~ ] o/ \

N N
. (o) )
o

0

Cocaina Procaina

Ejemplo de farmacéforo (en azul) entre los anestésicos cocaina y procaina.

En este capitulo se presenta a los modelos farmacoféricos como aproximaciones basadas en el
ligando, sin embargo, se debe tener en cuenta que este tipo de modelos cuentan con la versatilidad
de poder ser abordados desde ambas perspectivas (receptor y ligando). La estrategia basada en el
ligando consiste en superponer las estructuras tridimensionales de un conjunto de moléculas que
comparten un blanco molecular y un sitio de unién (denominado conjunto de entrenamiento), con el
objetivo de extraer aquellas propiedades quimicas comunes que se presentan como esenciales para
manifestar dicha actividad, en tanto que la perspectiva basada en el receptor propone postular los
puntos de interaccién necesarios en los ligandos y su disposicion espacial en base a la complemen-

tariedad con las caracteristicas conocidas del sitio activo. Un punto interesante para destacar es que
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las caracteristicas consideradas en un modelo farmacoférico no estan exentas de un cierto grado de
abstraccion. Esencialmente, se consideran grupos aromaticos, lipofilicos, aceptores y dadores de
hidrégeno, grupos ionizados positiva y negativamente. De este modo, una gran diversidad de funcio-
nes/grupos quimicos puede cumplir con un dado requisito farmacoférico. Por ejemplo, un grupo
amino primario o secundario o un grupo alcohdlico pueden funcionar perfectamente como dadores
de hidrégeno. Un sustituyente piridilo o un fenilo pueden, indistintamente, cumplir con el requisito de
un anillo aromatico en determinada posicion espacial.

El modelado farmacoférico basado en el ligando es una opcién computacional muy intere-
sante (y, por cierto, grafica y facil de interpretar) cuando no se dispone de la estructura del blanco
molecular. La generacion de las hipétesis farmacoféricas basadas en multiples ligandos com-
prende dos etapas principales:

1- Barrer el espacio conformacional para los ligandos del conjunto de entrenamiento de
manera de representar la flexibilidad de cada uno de ellos.

2-  Alinear las moléculas en aquella conformacién que resulte en la superposicion geomé-
trica de la mayor cantidad de propiedades importantes para la actividad bioldgica.

La flexibilizacion conformacional de los ligandos y el alineamiento molecular son al mismo
tiempo la base de la técnica y su principal dificultad. La etapa de alineamiento resulta ser la mas
costosa computacionalmente y la que representa un mayor desafio a la hora de disefar algorit-
mos. Algunos métodos de alineamiento incorporan algoritmos donde el tiempo de cédmputo crece
exponencialmente con el nimero de propiedades analizadas, lo que limita la posibilidad de utili-
zar las hipotesis sobre grandes bases de datos y acota su campo de aplicacién, con el equipa-
miento computacional actual, a moléculas pequefas o a pequefias bibliotecas. La etapa de bus-
queda del modelo se facilita enormemente si se dispone de un analogo rigido activo, con escasa
o nula libertad conformacional, que por lo tanto define la conformacién activa o provee un fuerte
indicio sobre la misma.

Las propiedades moleculares compartidas entre las moléculas del conjunto de entrenamiento
que confieran la actividad (es decir, que estén implicadas en interacciones fundamentales con el
blanco molecular) constituiran el farmacoéforo. Si se desea utilizar este modelo para una campafa
de CV, se busca en bibliotecas de compuestos quimicos cuales de ellos cumplen los requisitos
establecidos. La desventaja de utilizar esta técnica para el CV es que todas las moléculas de la
biblioteca a cribar requieren ser optimizadas conformacionalmente y superpuestas con el farma-
céforo, un proceso que dependiendo de la cantidad de moléculas de la biblioteca puede ser muy
costoso en términos de tiempo de calculo.

Adicionalmente, los modelos farmacoféricos, a diferencia de otros métodos indirectos,
tienen la ventaja de que pueden ser utilizados tanto para la busqueda como para el disefio
de nuevos farmacos. Una vez identificado el farmacoéforo, es posible proponer modificaciones
en un compuesto activo que permitan mejorar la actividad de los compuestos sobre el blanco

molecular escogido.
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2.3 Métodos basados en descriptores moleculares

Como se describié en el Capitulo 4, un descriptor molecular puede describirse como una
variable numérica que representa algun aspecto o caracteristica de la estructura molecular como
el tamafio, el volumen, la cantidad de enlaces de hidrégeno disponibles, la lipofilicidad, la forma,
la distribucion electronica, etc. En este punto se describira como es posible encontrar relaciones
entre una cierta actividad o propiedad de las moléculas y su estructura molecular codificada en

descriptores moleculares.

2.3.1 Relaciones Cuantitativas Estructura-Actividad (QSAR)

Existen diferentes métodos estadisticos que permiten encontrar relaciones entre una variable
dependiente (la propiedad o actividad que se desea modelar) y uno o mas descriptores molecu-
lares. Estas relaciones son conocidas como Relaciones Cuantitativas Estructura-Actividad o
QSAR (del inglés, Quantitative Structure-Activity Relationships) y pueden ser descriptas por la

siguiente Ecuacién 5.2:

A = f(dll dz, d3, ey dd)

Ecuacién 5.2: Forma general de las ecuaciones QSAR.

Donde 4 es la actividad biolégica (o una propiedad cualquiera) de un compuesto quimico, que
es considerada como una funcién matematica de ciertas caracteristicas estructurales cuantifica-
das mediante descriptores moleculares (d+, d2). A puede pensarse como la variable dependiente,
la “respuesta” (response) o la “salida” (output) del modelo.

La relacion f puede ser obtenida por diferentes métodos estadisticos, métodos evolutivos,
etc. Una vez obtenida esta relacion, la actividad A de un compuesto nuevo o no testeado frente
al blanco molecular seleccionado puede ser predicha a partir de su estructura molecular mediante
el calculo del valor que asumen los descriptores moleculares (d4, d,, etc) (incluidos en el modelo

QSAR) para ese compuesto.

2.3.2 Clasificacion de los modelos QSAR

Existen diferentes formas de clasificacion de los modelos QSAR:

a) Sise tiene en cuenta la naturaleza de Ila variable dependiente considerada, los mode-

los QSAR pueden clasificarse en:
Modelos QSAR cuantitativos: estos daran como resultado (o respuesta) una variable depen-

diente continua, es decir, predeciran el valor numérico de la actividad (o propiedad) modelada. Por

ejemplo, este tipo de modelos podria dar como resultado el valor de la constante de inhibicion (Ki) de
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un compuesto frente a un blanco molecular, la concentracion del compuesto que genera un 50% de

inhibicion del blanco molecular (ICso), el valor del logP de un compuesto, etc.

Modelos QSAR cualitativos (modelos clasificadores): daran como resultado una res-
puesta cuyo valor estara asociado a una categoria previamente establecida. Por ejemplo, las
categorias pueden ser “inhibidores” y “no inhibidores” de un cierto blanco molecular, “téxicos” y
“no toxicos” para células humanas, etc. Esta estrategia es muy util cuando se entrenan los mo-
delos con datos de diferentes fuentes (datos experimentales medidos en distintos laboratorios,
por ejemplo) ya que un modelo clasificador permite amortiguar, al menos parcialmente, la varia-

bilidad experimental presente en la base de datos.

b) De acuerdo a la dimensionalidad de los descriptores moleculares utilizados en los

modelos, estos se pueden clasificar en:

Modelos QSAR de baja dimensionalidad: son aquellos modelos que utilizan descriptores mo-
leculares independientes de la conformacion. Por lo tanto, estos modelos se obtienen a partir de
descriptores moleculares 0D, 1D y 2D. Los modelos constituidos enteramente por descriptores inde-
pendientes de la conformacion tienen la ventaja de que no requieren la optimizacion conformacional
de las moléculas, por lo tanto, son poco demandantes computacionalmente. En los siguientes puntos

de este capitulo se detallaran algunas estrategias Utiles para la obtencién de modelos de este tipo.

Modelos QSAR de alta dimensionalidad: son aquellos modelos que utilizan descriptores de-
pendientes de la conformacion de las moléculas. En esta categoria se agrupan los descriptores 3D y
4D. Las metodologias QSAR de alta dimensionalidad son mas complejas y costosas computacional-
mente respecto a las metodologias QSAR de baja dimensionalidad ya que requieren de la optimiza-
cion conformacional 3D de cada una de las moléculas del conjunto de entrenamiento. La obtencion
de las conformaciones 3D de minima energia de estas moléculas es el factor mas importante para
obtener modelos fiables ya que a partir de sus estructuras tridimensionales se calcularan los descrip-
tores moleculares. La aplicacion de modelos QSAR de alta dimensionalidad en CV requiere un tiempo
considerablemente mayor que cuando se utilizan modelos QSAR de baja dimensionalidad ya que las
bibliotecas de moléculas para el CV deben ser optimizadas conformacionalmente antes de la aplica-
cién de los modelos. Los métodos QSAR-3D mas populares, entre los que se destacan CoMFA,
CoMSIA y GRID/GOLPE, se basan en colocar cada molécula optimizada en una grilla y calcular el
valor que diferentes campos de fuerza (por ejemplo, couldmbico, estérico) ejercen sobre los vértices
de la misma (colocando generalmente un atomo o molécula de prueba en cada vértice), estable-

ciendo qué campo, y en qué zona de la grilla, es significativo para la actividad bioldgica.
c) Finalmente, si se tiene en cuenta en cuenta la manera en que se seleccionan las varia-

bles independientes y la forma en que se correlacionan con la actividad de interés, los modelos

pueden ser de dos tipos:
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Modelos QSAR Lineales: Se basan en la suposicion de la existencia de una relacion lineal
entre las variables independientes y la variable dependiente o respuesta. Pueden ser cuantitativos,
como cuando se generan mediante Regresioén Lineal Multiple (RLM), o cualitativos, cuando se ob-

tienen mediante técnicas como el Analisis Lineal Discriminante (ALD).

Modelos NO Lineales: En estos tipos de modelos, los descriptores se asignan principalmente
a un espacio relacional no lineal y ayudan a superar algunas limitaciones de los métodos lineales.
Entre los métodos mas utilizados para la construccion de modelos no lineales se encuentran los
Arboles de Decision, la Redes Neuronales Atrtificiales y las Maquinas de Soporte Vectorial para

regresion (en inglés, Support Vector Machines).

2.3.2.1 Etapas involucradas en la construccion de modelos QSAR 2D clasificatorios
(cualitativos) basados en descriptores?La construccion de ecuaciones QSAR, que relacionan
la estructura de los compuestos quimicos con una determinada propiedad biolégica, conlleva un

protocolo especifico que implica varias etapas como puede apreciarse en la Figura 5.3.

o Construccién de la Base de Datos

| Representacion digital de las estructuras I

Particion de la
Base de Datos

Conjunto de
Entrenamiento

Conjunto de Prueba

Calculo de los Calculo de los
Descriptores Moleculares Descriptores Moleculares

o Aplicacion del
Generacion de los Validacién modelo al
Modelos QSAR Cribado
* Virtual
Seleccion del mejor
° modelo

Figura 5.3: Esquema de las etapas vinculadas al desarrollo de un Modelo QSAR y su aplicacion al CV.

@ ©

2 Las etapas generales para los modelos 3D son similares a las que se detallaran en este apartado, s6lo que en todos
los casos antes del calculo se descriptores se agrega una instancia de busqueda conformacional, y en algunos casos
(por ej. CoMFA) una de alineamiento.
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1) Compilado o construccién de la base de datos, set de datos o dataset:.

El primer paso para la obtencion de modelos QSAR consiste en la busqueda y recoleccion de
compuestos quimicos con sus correspondientes datos experimentales de la actividad o propie-
dad modelada. Con los datos obtenidos de esta busqueda se genera un set de datos que poste-
riormente debe ser adecuadamente curado. Por ejemplo, si huestro objetivo es generar un mo-
delo que permita diferenciar entre inhibidores y no inhibidores de una enzima, entonces busca-
remos en bibliografia y/o bases de datos como ChEMBL qué compuestos quimicos han sido
ensayados sobre esa enzima, cémo han sido evaluados y qué resultados se obtuvieron. Para
generar modelos con buena capacidad de prediccidon es esencial realizar un curado de la base
de datos que hemos obtenido; esto implica eliminar los compuestos duplicados, verificar la com-
patibilidad de los datos que provengan de diferentes tipos de ensayos de actividad, eliminar los
compuestos con datos de actividad faltantes, etc.

El curado de la base de datos compilada es un paso critico y esencial para la obtencion de
modelos QSAR fiables.

2) Particién de la base de datos:

Tipicamente, para la construccion de modelos QSAR, la base de datos obtenida en el punto
anterior es dividida en dos conjuntos:

Conjunto de entrenamiento: Conjunto de moléculas con las cuales se generaran/inferiran
los modelos.

Conjunto de prueba: Conjunto de moléculas independiente del conjunto de entrenamiento
con las que se validaran externamente los modelos (se estimara su capacidad de generalizacién
o capacidad predictiva). Los compuestos del conjunto de prueba son “desconocidos” para los
modelos ya que ellos fueron excluidos del proceso de desarrollo de los mismos.

Para realizar la particion de la base de datos en estos dos conjuntos se pueden utilizar dife-
rentes estrategias. Uno de los métodos mas utilizados es el de la asignacion al azar de los
compuestos del set de datos a cada uno de los conjuntos; sin embargo, con este método no se
puede garantizar que los conjuntos de entrenamiento y de prueba sean representativos del con-
junto de datos. Esto podria ocasionar que los compuestos del conjunto de prueba no sirvan para
validar los modelos generados con el conjunto de entrenamiento, o viceversa, que los compues-
tos del conjunto de entrenamiento no produzcan modelos capaces de predecir acertadamente la
variable dependiente para los compuestos del conjunto de prueba. Se ha demostrado que este
tipo de particion es una aproximacién adecuada cuando se seleccionan conjuntos de entrena-
miento y de prueba de tamafio similar; en cambio, cuando los conjuntos de prueba son relativa-
mente pequefios, se requieren aproximaciones de muestreo mas racionales para proveer mejo-
res resultados. Las mismas utilizan algoritmos de particién racional que intentan dividir la base
de datos de una forma mas representativa. Por ejemplo, existen numerosos métodos de agrupa-

miento (en inglés, clustering) racional basados en huellas digitales (fingerprints) y en descriptores
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moleculares que pueden ser divididos en dos clases: los métodos jerarquicos como el agrupa-
miento de Ward y los métodos no jerarquicos como el de Jarvis-Patrick y k-means. La explicacion
de estos métodos excede el contenido de este libro, pero la idea fundamental es agrupar sub-
conjuntos de compuestos con caracteristicas moleculares comunes para luego muestrear repre-
sentativamente de cada subconjunto una fraccion de los mismos para el conjunto de entrena-
miento y la fraccion remanente para el conjunto de prueba.

Caracteristicas del conjunto de entrenamiento: El conjunto de entrenamiento es una
muestra de compuestos quimicos de la cual se infiere una relacién entre la estructura molecular
y la actividad o propiedad de interés (el modelo QSAR). Se espera que esta relacion sea gene-
ralizable a la “poblacion” de compuestos quimicos de la cual el conjunto de entrenamiento es
representativo. Por lo tanto, la seleccion de los compuestos del conjunto de entrenamiento es
critica ya que define la region del espacio quimico dentro de la cual la aplicacién del modelo
tendra validez. El valor predicho por el modelo de la actividad/propiedad biolégica modelada sera
confiable si y sélo si el compuesto predicho posee cierta similitud con alguna o varias de las
estructuras incluidas en el conjunto de entrenamiento. El espacio quimico dentro del cual la apli-
cacion del modelo QSAR es confiable se denomina “dominio de aplicabilidad” o “dominio de apli-
cacion” del modelo. Entonces, si se desea aplicar el modelo generado en campanas de CV sobre
bibliotecas quimicas que comprenden compuestos de gran heterogeneidad estructural, es con-
veniente que el conjunto de datos generado sea lo mas abarcativo posible.

Otra caracteristica que debe reunir el conjunto de entrenamiento es que los valores observa-
dos de la propiedad estudiada deberian presentar una buena distribucion, idealmente uniforme
en un rango de entre tres y cuatro érdenes logaritmicos de la propiedad modelada. El requisito
de distribucion uniforme es dificil de cumplir y se acepta como valida una distribucién aproxima-
damente normal. La necesidad de una distribucién uniforme tiene un fundamento logico: por
ejemplo, si tenemos un conjunto de entrenamiento formado mayormente por compuestos que
poseen alta y mediana actividad, el modelo QSAR generado sélo va a predecir con exactitud
valores de compuestos muy activos y moderadamente activos, o incluso estara sesgado hacia
la asignacion de altos valores de actividad, pero no nos permitira diferenciar compuestos activos
de inactivos. En otras palabras, el modelo no identificara qué caracteristicas estructurales son
desfavorables a la actividad por no estar los compuestos poco activos e inactivos representados
dentro del conjunto de entrenamiento.

Un ultimo requisito que se le pide tradicionalmente a los compuestos del conjunto de entrena-
miento es que posean un mecanismo de accidon comun, esto es, interaccionen con el mismo receptor
o blanco molecular y presenten el mismo sitio de unién. No obstante, se han modelado exitosamente

en muchas oportunidades respuestas fenotipicas “ciegas” al mecanismo de accion considerado.

3) Caélculo de descriptores moleculares:

Una vez generados ambos conjuntos de trabajo, se procede al calculo del valor que asumi-

ran los descriptores moleculares para las moléculas del conjunto de entrenamiento. Como ya
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se menciono, dependiendo del tipo de los descriptores que se calculen podremos obtener mo-
delos QSAR dependientes o independientes de la conformacion. Sin embargo, hay que tener
en cuenta que para el calculo de los descriptores dependientes de la conformacion es necesa-
ria la optimizacion geométrica previa de las moléculas. Entre los softwares disponibles para el
calculo de descriptores moleculares podemos nombrar el Dragon, RDKIT, PaDEL y WEKA,

entre muchos otros.

4) Generacion del Modelo QSAR:

La generacion de modelos QSAR implica dos etapas

a) Laseleccion de descriptores adecuados para la prediccién de la actividad o propiedad
analizada.

b) Laobtencidn del modelo matematico 6ptimo que correlacione la actividad o propiedad

especifica con los descriptores seleccionados.

Como ya se menciono, los métodos de seleccion de variables (en este caso, descriptores
moleculares) se presentan en dos grupos, los métodos lineales y los enfoques no lineales. En
la Tabla 5.1 se enumeran algunos de los métodos mas usados para la seleccién de variables
tanto lineales como no lineales. En todos los métodos las variables se introducen en el modelo
a través de una forma algoritmica y una funcién de aptitud (o de "fitness") o ciertos criterios de

seleccion determinan qué variable debe ser retenida o eliminada del modelo.

Tabla 5.1: Ejemplos de métodos de seleccion de variables.

Métodos Lineales Métodos No Lineales
Seleccion por pasos hacia adelante Algoritmos genéticos
Eliminacion por pasos hacia atras Programacion evolutiva
Seleccion por pasos (combina los dos méto- Recocido simulado generalizado

dos anteriores)

Método de sustitucion Sistema de colonia de hormigas

Método de sustitucion mejorado Optimizacion de enjambre de particulas

La correlacién entre la actividad o propiedad de interés y la estructura molecular se basara en
métodos de regresion/clasificacion que ponderan la contribucién de cada una de las variables
seleccionadas a la propiedad modelada. Estos métodos también pueden ser lineales y no linea-
les. La eleccién del tipo de método a emplear varia en cada caso y no suele ser evidente en
primera instancia dado que ninguna técnica es consistentemente mejor que todas los demas.

Por regla general, se prefiere ir de los métodos mas sencillos a los mas complejos.
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Entre los métodos que se utilizan para la construccion de los modelos independientes des-
pués de la etapa de seleccion de variables o que incluyen una estrategia de seleccion de varia-
bles se pueden nombrar: Regresioén Lineal Multiple, Regresion de Componentes Principales, Mi-
nimos Cuadrados Parciales, Redes Neuronales Artificiales, Maquinas de Soporte Vectorial, Ar-
boles de Decision, etc.

Se puede pensar que los errores en los que el modelo incurrira al predecir la propiedad seran
mayores o iguales a los errores presentes en los datos experimentales; por lo tanto, se desea
disponer de datos experimentales sin errores significativos.

Cuando el conjunto de entrenamiento es compilado a partir de datos de literatura, se pre-
senta una limitacion para desarrollar un modelo QSAR con una variable dependiente conti-
nua (por ejemplo, ICso 0 Ki), dado que los datos reportados no corresponden a las mismas
condiciones experimentales (provienen de diferentes ensayos en distintos laboratorios). Para
superar esta limitacién se puede recurrir a los modelos QSAR clasificatorios lineales como
los que se obtienen por la técnica conocida como Analisis Lineal Discriminante (ALD) o
modelos QSAR clasificatorios no lineales como los obtenidos mediante Arboles de Deci-
sion. Debido a su sencillez, en las proximas lineas se presenta una breve descripcion de
estos dos métodos, sin embargo, cabe la aclaracién de que no son los Unicos utilizados en

para la generacion de modelos QSAR cuantitativos.

Analisis Lineal Discriminante:

Esta técnica permite obtener un modelo clasificador lineal capaz de distinguir entre compues-
tos que presenten la actividad deseada (por €j, inhibidores de cierta enzima) de compuestos sin
la actividad deseada (en el ejemplo, no inhibidores de la enzima elegida como blanco molecular).

ALD es un método de aprendizaje supervisado destinado a encontrar una combinacion lineal
de variables independientes (en nuestro caso, los descriptores moleculares) capaz de diferenciar
entre objetos de dos o mas categorias (en nuestro anterior, dos: ACTIVOS e INACTIVOS). La
funcién discriminante (FD) obtenida corresponde a un plano en el espacio k-dimensional (siendo
k el nimero de descriptores incluidos en el modelo) que, idealmente, deja a uno y otro lado los

compuestos activos e inactivos. La Ecuacion 5.3 representa en general a una FD:

Ecuacién 5.3: Forma general de una funcién discriminante.

Siendo a; el coeficiente de regresion asociado al descriptor molecular d;. Cada categoria de

objeto (ACTIVOS o INACTIVOS) se asocia a un valor de una variable dependiente binaria arbi-
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traria que funciona como etiqueta de las categorias. Por ejemplo, el valor 1 se asocia a los com-
puestos ACTIVOS y el -1 a los INACTIVOS. Dado que la funcién que se busca no predecira una
variable continua sino la categoria a la que pertenece cada elemento, el ALD y otras técnicas

destinadas a encontrar modelos clasificadores pueden ser Utiles para manejar datos ruidosos.

Arboles de Decision

Los arboles de decisién son ampliamente utilizados debido a su capacidad predictiva, su fa-
cilidad de interpretacién y su robustez para trabajar con datos ruidosos. Esta metodologia permite
obtener arboles de clasificacion mediante un método jerarquico divisivo. Para construir un arbol
se utilizan reglas de divisién del tipo: dado un elemento o a ser clasificado por una propiedad d,
“si d > x entonces el elemento o pertenece a la clase A y si d € x entonces pertenece a la clase
B” (siendo d en este caso un descriptor y x el valor de corte para ese descriptor). Se procede a
realizar una serie de divisiones binarias de los datos en subconjuntos (nodos internos), hasta
llegar a un arbol maximal donde se reparten todas las observaciones en la hojas o nodos termi-
nales (ver Figura 5.4). En cada nodo del arbol, el algoritmo elige el descriptor que mas eficaz-
mente divide el conjunto de entrenamiento en subconjuntos enriquecidos en una clase u otra.
Para el caso de la clasificacion, cuando ninguno de los descriptores proporciona una ganancia
de informacion, se crea un nodo terminal (hoja) donde se asigna la clase que esta mas repre-

sentada en el grupo de compuestos asignados al nodo.

Base de datos
NODORAIZ — QTP Y Y1)

descriptor 1 (d1)
1
Valor de l 1 Valor de

dl<s X dli> X

Base de
m datos restante — NODO

/ (Clases Ay B) INTERNO
HOJA TERMINAL descriptlor 2 (d2)
(clase mayoritaria) Valor de Valor de
\ d2<x d2 > x

Figura 5.4: Arbol de decisién. “x” e “y” representan el valor de corte del descriptor de cada nodo.
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5) Seleccién del Mejor modelo Generado:

Resultados de la validaciéon externa: como se vera en el siguiente paso, la validacién ex-
terna consiste en predecir la actividad de los compuestos del conjunto de prueba. Con la cantidad
total de aciertos en la prediccién, y la cantidad total de compuestos del conjunto de prueba se
puede calcular el % de buenas clasificaciones, que es un buen estimador de la capacidad
predictiva del modelo.

Principio de Parsimonia: también conocido como Navaja de Occam, es un principio meto-
dolégico y filosdéfico, segun el cual “No ha de presumirse la existencia de mas cosas que las
absolutamente necesarias” es decir, cuando dos explicaciones logran explicar una misma obser-
vacion, la mas sencilla es la que se prefiere a priori. En este sentido, frente a la situacion de
encontrar varios modelos con buenos desempefios estadisticos, se optara por aquel que incluya
menor numero de descriptores (el mas sencillo).

Sobreajuste (overfitting): se refiere al efecto de sobreentrenar un algoritmo de aprendizaje,
es decir, que el modelo “memorice” las caracteristicas del conjunto de entrenamiento (aumen-
tando su poder explicativo o descriptivo) a expensas de sacrificar poder predictivo/capacidad de
generalizacion (capacidad predictiva sobre compuestos no utilizados para el entrenamiento).
Para los modelos lineales se exige una relaciéon de al menos 10 entre el nUmero de ejemplos de
entrenamiento y el nimero de descriptores incorporados al modelo, de modo de reducir la pro-
babilidad de sobreajuste.

En el caso de los arboles de decision, se utilizan algoritmos de poda para evitar el sobre-
ajuste. Estos remueven varias hojas y ramas del arbol, obteniéndose un arbol que tenga mejor
poder de prediccion como asi también menor tamafo y complejidad. Basicamente hay 2 mé-
todos de poda:

- post poda, que se lleva a cabo una vez que se finalizé la construccion del arbol

- poda en linea, que se realiza a medida que el arbol es inducido.

El principio que gobierna al proceso de poda es comparar la cantidad de errores que un arbol
de decision comete antes y después de cada posible procedimiento de poda, de modo de reducir

al maximo ese error.

6) Validacion del modelo:

Un proceso clave en el desarrollo de modelos QSAR es la validaciéon de los mismos. Los
procedimientos por los que se evaluan la robustez y capacidad predictiva de los modelos y, por
lo tanto, su capacidad de predecir la actividad bioldgica (o la categoria) de compuestos aln no
evaluados componen las técnicas de validacion. Los métodos de validacién se pueden clasificar
en dos categorias: Validacion interna, que utilizan los compuestos del conjunto de entrena-
miento para realizar la validacion, y Validacion externa, que utiliza para evaluar la capacidad
predictiva compuestos que no fueron utilizados para la generacién de los modelos. Es de suma

importancia utilizar ambos métodos para seleccionar modelos de buena calidad.
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Validacion interna

Validacién cruzada (cross-validation): Las estrategias por excelencia son las técnicas de-
nominadas Leave One Out (LOO, “Dejar uno afuera”) y Leave Group Out (LGO, “Dejar un grupo
afuera”). Estas estrategias permiten determinar la robustez de los modelos QSAR generados
identificando si entre los compuestos del conjunto de entrenamiento hay algunos que influyen en
mayor medida en el modelo generado (descriptores incluidos, valor de los coeficientes de regre-
sion). La técnica consiste en la remocién de un numero n (n igual a 1 corresponde a la técnica
de LOO) de compuestos del conjunto de entrenamiento, la generacion del modelo con los com-
puestos restantes, y la evaluacion del nuevo modelo en el conjunto de compuestos removidos.
Este proceso se repite hasta que todos los compuestos del conjunto de entrenamiento han sido
removidos y evaluados por lo menos una vez.

Test de Aleatorizacion de Fisher: este ensayo se utiliza para descartar la probabilidad de
correlacion azarosa entre las variables independientes (los descriptores) y la variable depen-
diente (la propiedad o actividad). El método supone aleatorizar los valores de la variable depen-
diente en el conjunto de entrenamiento, cancelando por tanto cualquier relacion que pudiera
existir entre la estructura y la actividad. Posteriormente, se generan nuevos modelos para evaluar
si existe probabilidad de correlacién azarosa entre las variables independientes y la variable de-
pendiente. Idealmente se espera que los modelos generados por aleatorizacién sean estadisti-
camente inferiores al modelo elegido.

Validacion Externa: Esta validacion consiste en evaluar la capacidad que poseen los mode-
los en la prediccion de la actividad de un conjunto de moléculas que no hayan sido utilizadas
para la generacién de los modelos. Aunque las validaciones internas hayan obtenido buenos
resultados, la gran mayoria de los especialistas coinciden en que el poder predictivo de los mo-
delos QSAR soélo se puede establecer si el modelo se aplica con éxito para predecir los com-
puestos de un conjunto de prueba externo de tamafo adecuado. Para realizar esta validacion,
se aplican los modelos obtenidos en el conjunto de entrenamiento para predecir la actividad de

los compuestos del conjunto de prueba.

Evaluacién del desempeiio de los modelos QSAR y seleccion del valor de corte.
Dos indicadores relevantes para estimar el desempefio de un modelo QSAR son su sensibi-
lidad (Se, la tasa de verdaderos positivos) y su especificidad (Sp, la tasa de verdaderos negati-

vos). Estos factores se definen por las Ecuaciones 5.4 y 5.5:

|44

Se= ——
VP+FN

Ecuacion 5.4: Definicion de Sensibilidad como indicador de desempefio de un modelo QSAR.

VN

Sp - VN+FP

Ecuacion 5.5: Definicion de Especificidad como indicador de desempefio de un modelo QSAR.
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Donde FN indica los falsos negativos (en nuestro caso, compuestos ACTIVOS que son clasi-
ficados por el modelo como INACTIVOS), FP indica los falsos positivos (compuestos INACTIVOS
que son clasificados por el modelo como ACTIVOS), VN indica los verdaderos negativos (com-
puestos INACTIVOS clasificados como INACTIVOS) y VP indica los verdaderos positivos (com-
puestos ACTIVOS clasificados como ACTIVOS).

Cuando se utilizan modelos QSAR con fines clasificatorios cada molécula del conjunto de
datos que se esta evaluando obtendra un resultado numérico unico (o score) luego de la aplica-
cion del modelo (volcado en el eje de las ordenadas, Figura 5.5). Se debe establecer un valor de
corte del score a partir del cual se consideraran ACTIVOS e INACTIVOS los compuestos calcu-
lados. Por medio de la modificacion de este valor de corte se puede observar que Se y Sp evolu-
cionan de forma opuesta, por lo tanto, no es posible optimizar ambos parametros de manera
simultanea y se debe encontrar un balance adecuado entre los mismos. Para tal fin, se utilizan
las curvas Receiver Operating Chracteristics (ROC), que son representaciones graficas de la Se
versus 1- Sp con las que es posible establecer el valor de corte 6ptimo de las funciones discrimi-

nantes (Figura 5.5).
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Figura 5.5: Esquema de la construccion de una curva ROC. Las figuras a), b) y c) representan graficas de numero de
compuestos (eje y) versus el score obtenido por el modelo (eje x). Se puede observar como varian las proporciones de
VN, VP, FN y FP cuando se modifica el valor de corte del score en los puntos A, B y C. d) Curva ROC.
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Por otro lado, el area bajo la curva ROC (AUCROC) constituye una métrica valiosa para
evaluar si el modelo se comporta significativamente mejor que una clasificacion al azar y tam-
bién permite comparar estadisticamente el desempefio de distintos modelos. Como puede ob-
servarse en la Figura 5.5, los ejes del grafico de la curva ROC adoptan valores entre entre 0 y
100, aunque también pueden normalizarse a valores entre 0 y 1, por lo que un modelo ideal
(Se y Sp igual a 1) corresponde a una curva que delimita una superficie cuadrada de area = 1.
Un modelo clasificador que no difiera de la clasificacion al azar obtendra un AUCROC de 0,5.
La capacidad de prediccién de los modelos ira por lo tanto incrementandose a medida que el
AUCROC aumente (se aleje hacia arriba de la linea diagonal) considerandose como un modelo
clasificador perfecto a aquel que obtiene un AUCROC = 1.

La seleccion de un determinado balance entre Se y Sp no es una cuestidon estadistica, sino
que depende del contexto. Por ejemplo, si pensamos en un laboratorio del @mbito publico con
bajos recursos econdmicos se priorizara Sp sobre Se para reducir el numero de falsos positivos
(compuestos que ensayarian en un test bioldgico, pero no tendrian la actividad predicha sobre
el blanco molecular elegido). Esto significa, no obstante, que para reducir el nimero de falsos
positivos se arriesga a perder andamios/motivos estructurales activos potencialmente valiosos.
Lo contrario ocurrira en laboratorios con altos recursos econdémicos, seguramente se priorizara

la Se frente a la Sp de manera de no perder ningun candidato potencialmente valioso.

7) Cribado Virtual:

Una vez seleccionado y validado el mejor modelo QSAR se procede al CV de la base de datos
elegida. Para llevar a cabo esta tarea, primero, para cada una de las moléculas de la base de
datos a cribar, se realiza el calculo de los descriptores moleculares que forman parte del modelo
y luego, los valores obtenidos de los descriptores obtenidos se insertan en el modelo QSAR. De
esa forma, el modelo obtiene un score (o0 una probabilidad) para cada uno de los compuestos de
la biblioteca. Si el modelo generado era del tipo cuantitativo, el score representara el valor predi-
cho de la actividad, mientras que si el modelo era del tipo QSAR cualitativo el valor del score se
compara con el valor de corte seleccionado y de esa forma se predice la categoria o clase de
cada compuesto.
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