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A DEVS Based Methodological Framework for
Reinforcement Learning Agent Training

Ezequiel Beccaria, Verónica Bogado, Jorge A. Palombarini, UTN, CIT Villa María

Abstract—Reinforcement Learning has become one of the
fastest growing fields of artificial intelligence due to the successful
application of its techniques into several domains. In this way,
the integration of intelligent agents based on Reinforcement
Learning into information systems is a current reality. However,
the way in which they “learn” requires a simulation model of
the process that must be controlled to obtain large volumes of
risk-free information. In this work, a methodological framework
to support the training of Reinforcement Learning agents using
DEVS is proposed. This framework provides the steps and
elements required to implement RL Agents with the purpose
of accelerating the agent learning and reducing training costs.
Also, it allows modeling the dynamics of complex systems in a
modular and hierarchical way, favoring the reuse of simulation
components, since it is based on DEVS formalims fundamentals.

Index Terms—Support for Training RL Agents, Reinforcement
Learning, DEVS, AI-enabled systems

I. INTRODUCCIÓN

L a Inteligencia Artificial (IA) es, actualmente, uno de los
campos que presentan mayor cantidad de desafíos dentro

de las nuevas tecnologías de la información, ya que cada vez
se encuentra con mayor frecuencia presente en la sociedad
en la forma de smart houses, BuildTech, asistentes virtuales
de procesos de decisiones, etc. Particularmente, en la última
década, el área del Aprendizaje por Refuerzos (Reinforcement
Learning - RL, [1]) ha alcanzado una serie de avances sin
precedentes que han permitido resolver problemas de decisión
de gran complejidad. Este éxito, se debe en gran parte al
empleo de RL como mecanismo para resolver problemas
modelados como Procesos de Decisión de Markov (Markov
Decision Process - MDP [2]), como por ejemplo: Jugar juegos
de Atari® [3], [4], [5], jugar Go [6], [7], controlar robots
[8], controlar videojuegos complejos [9] o generar planes de
producción y manufactura inteligente en industrias 4.0 [10].

A nivel conceptual, el RL propone la existencia de una
entidad denominada agente (agente RL), que aprende a partir
de la interacción con un entorno o ambiente; dicho entorno
normalmente representa un proceso, o sistema, que el agente
debe controlar empleando un conjunto predeterminado de
acciones de control. Como resultado del aprendizaje, el agente
genera una política de selección de acciones (o política de
control) que le permite, luego de realizado el entrenamiento,
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controlar el entorno de manera satisfactoria en tiempo real.
Para aprender una política de control, un agente RL requiere
un gran volumen de experiencia durante el proceso de entrena-
miento. Esto es, necesita experimentar las acciones de control
sobre el entorno que controla, para determinar cuáles de ellas
son las indicadas en diferentes estados del mismo. Dicha
información, es provista como realimentación al agente RL
por medio de una señal de refuerzo (recompensa) que consiste
en un número real, mediante la cuál el agente determina que
tan buena, o no, fue la acción realizada previamente [1].

Desde la perspectiva de RL, estos problemas de control
pueden variar, en gran medida, en base a la dificultad que
poseen para que un agente inteligente pueda generar una
política de control óptima. Aquellos problemas que presentan
mayor grado de complejidad son los que cuentan con un gran
espacio de estados, un gran espacio de acciones, donde se
da la ocurrencia de eventos exógenos (evento aleatorio que
afecta el estado del proceso y que el agente no puede predecir),
donde el tiempo en el que se ejecuta la acción de control es
parte de la definición del estado del proceso, y las acciones
de control se toman en intervalos de tiempo irregulares [11].
En este tipo de problemas, los eventos exógenos hacen que
se pierda la deseada “propiedad de Markov”. Esta propiedad
asegura que conociendo un estado s0 y ejecutando una acción
a, el proceso transicionará a un nuevo estado s1 con una
probabilidad predecible.

En este sentido, la naturaleza del aprendizaje de un agente
RL requiere de un período de entrenamiento donde dicho
agente debe experimentar (e.g. observar el efecto) de las
distintas acciones sobre el proceso o sistema que debe aprender
a controlar. Esto implica experimentar tanto las acciones óp-
timas (mayor recompensa), como así también las sub-óptimas
(menor recompensa). Sin embargo, la mencionada situación
hace imposible llevar a cabo el entrenamiento de un agente
RL en entornos de alto riesgo, donde experimentar una acción
no óptima puede implicar pérdidas económicas o poner en
riesgo vidas humanas.

En este contexto, es necesario contar con un modelo de
simulación que se comporte de manera similar al proceso
original a controlar, con el objetivo de reducir el tiempo de
aprendizaje y permitir al agente RL experimentar distintas
acciones en cada uno de los posibles estados del proceso,
sin enfrentar los riesgos de realizar el entrenamiento sobre
el proceso real. Muchas de las industrias que cuentan con
procesos que pueden controlarse automáticamente, donde es
viable la aplicación de RL, no cuentan con un modelo de
simulación disponible del mismo. Por lo cual, existe la necesi-
dad de modelar la dinámica (e.g. cómo el proceso controlado
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transiciona de un estado a otro) de cada proceso o sistema
antes de realizar el entrenamiento de un agente RL.

Esta situación, presenta la necesidad de contar con un marco
formal que defina la metodología y los elementos requeridos
para poder generar modelos del ambiente de operación de los
procesos de control necesarios, para llevar a cabo el entrena-
miento de agentes RL de manera sistematizada y repetible, con
el objetivo principal de reducir riesgos y costos. Al favorecer el
uso de metodologías y herramientas formales para la definición
de los mencionados modelos, se facilita la verificación y/o
validación formal del problema de control, acercándolo a la
realidad y reduciendo la ocurrencia de errores.

En este trabajo, se propone un framework metodológico
para entrenar agentes RL de forma sistemática con el objetivo
de representar problemas de control donde existan eventos
exógenos dependientes del tiempo. Es decir, captura no solo
la dinámica del proceso a controlar, sino también, los eventos
externos que influyen sobre este. Para ello, se propone el
uso de Procesos de Decisión Generalizados Semi-Markovianos
(Generalized Semi-Markov Decision Process - GSMDP [12])
como formalismo para el modelado del problema de control.
Un GSMDP no solo contempla la evolución del estado del
proceso a través de las acciones ejecutadas por el agente, sino
que además, habilita la ocurrencia de eventos exógenos no
controlables que modifican el estado del proceso sin interven-
ción alguna del agente. Por otro lado, se propone el uso de
DEVS (Discrete EVent System Specification [13]) como motor
de simulación que brinda soporte al entrenamiento del agente
RL. DEVS permite representar diferentes tipos de formalismos
como: Autómatas de estado finito, Redes de Petri, Diagrama
de Estados, entre otros [14], [15]. Adicionalmente, utilizar
DEVS como herramienta para simular el problema de control,
presenta como ventajas: la utilización del mismo formalismo
para representar el modelo GSMDP y su simulación; al ser
pensado a partir de la teoría general de sistemas (TGS),
insta a la construcción de modelos jerárquicos; facilita la
modularidad y reutilización; y representa los procesos de
control formalmente, pudiendo someterse, en caso de ser
necesario, a técnicas de chequeo de modelos para verificar
el funcionamiento de los mismos [16], [17].

Para validar el presente trabajo, se aplica el framework
metodológico propuesto para entrenar 2 agentes RL como
solución al problema control The Subway Problem [18]. En
este problema, el agente es un administrador que decide
cuántos trenes se van a encontrar en operación en una línea
de metro, controlando el proceso al habilitar o deshabilitar la
operación de cada uno de los trenes del mismo, con el objetivo
de maximizar el balance entre el costo de operación de la línea
y el ingreso por venta de pasajes. Las arquitecturas de agentes
RL elegidas para el desarrollo del caso de estudio son DDQN
[19] y A3C [5], las cuales constituyen el punto de partida de
todos los actuales avances en el área.

Este trabajo está estructurado de la siguiente manera: La
Sección II describe los trabajos relacionados; En la Sección
III, se define el problema que resuelve la propuesta; en la
Sección IV, se presenta en detalle el framework metodológico
propuesto, la Sección V introduce un caso de estudio donde se
aplica y valida la propuesta, la Sección VI discute ventajas y

desventajas del uso de la metodología propuesta y, finalmente;
en la Sección VII, se detallan las conclusiones y trabajos
futuros.

II. TRABAJOS RELACIONADOS

Desde la perspectiva de la comunidad de simulación de
procesos, en [20] se presenta DEVS Markov Model (DMM)
como una especialización de DEVS capaz de representar “Pro-
cesos de Markov”, compuestos de sub-modelos más simples,
los cuales poseen sus respectivos estados y transiciones. Sin
embargo, el foco de este trabajo deja afuera la interacción
de estos modelos con un agente controlador al no contemplar
procesos de tipo MDP. La problemática de modelar y simular
un MDP utilizando DEVS es abordada en [21], en donde se
propone un framework genérico para el modelado y simulación
basado en eventos discretos de MDPs jerárquicos, utilizando
RL para obtener una política de control sobre el proceso. En
este caso, si bien se contempla el modelado y simulación de
problemas de control, no considera procesos más generales
(como los GSMDPs), limitando el uso del framework a
procesos que pueden ser modelados como un MDP.

Desde la perspectiva del área de RL, en [18] se presenta
un método para la resolución de GSMDPs utilizando una va-
riación “on-line” de programación dinámica llamada iteración
de política [1]. Si bien este trabajo presenta una aproximación
interesante en cuanto al modelado y simulación de GSMDPs
utilizando DEVS, el trabajo no presenta metodologías para la
solución de este tipo de problemas.

Otro esfuerzo realizado en el área es el proyecto OpenAI©
Gym [22]. Este proyecto presenta una serie de herramientas
destinadas a reducir la complejidad y el tiempo necesario para
la puesta en marcha de un agente RL, como así también, su
comparación con otros agentes en una serie de entornos de
control pre-definidos. Adicionalmente, permite la implemen-
tación de entornos de control personalizados, manteniendo una
única interfaz de interacción entre el agente y su entorno,
facilitando la utilización de un mismo agente en diferentes
entornos de control con una mínima cantidad de cambios.
Pero, como contrapartida, al no estar basado en un formalismo,
carece de todas las bondades que el uso de un lenguaje formal
brinda a la hora de verificar el correcto funcionamiento de los
entornos implementados con esta herramienta.

III. DEFINICIÓN DEL PROBLEMA Y SOLUCIÓN GENERAL

Al utilizar RL para dar solución a un problema de control,
es necesario contar con un modelo de simulación del ambiente
de operación en el que se encuentra el agente, en donde llevar
a cabo el entrenamiento de este de forma rápida y segura.
Esto es, reducir el tiempo de entrenamiento al realizar el
mismo en un modelo simulado, como así también experi-
mentar todo tipo de acciones (buenas y malas) para poder
observar sus consecuencias a largo plazo sin correr el riesgo de
experimentar acciones sub-óptimas en un proceso de control
real. Al modelar problemas de control complejos, donde las
transiciones entre estados se ven influenciadas, no solo por
las acciones realizadas por el agente RL, sino también por
la ocurrencia de eventos exógenos dependientes del tiempo,
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que complejizan aun más el proceso de aprendizaje de una
política en dichos problemas, que no pueden modelarse usando
MDPs clásicos. Así, surge el problema de reducir costos al
modelar y entrenar agentes RL en ambientes de operación con
las características mencionadas, siguiendo una metodología
sistematizada y formal, para solucionar el problema de control
real de forma precisa.

Fig. 1: Representación gráfica del Entorno de Entrenamiento
de agentes RL basado en DEVS.

En este trabajo y en el marco de la metodología propuesta,
se plantea el uso de GSMDP como formalismo para realizar el
modelado del problema de decisión en donde ocurren eventos
exógenos dependientes del tiempo. En la Fig. 1, se definen
gráficamente los aspectos involucrados en el problema de deci-
sión y cómo estos se representan en la solución propuesta. Así,
el Entorno se captura en un Modelo GSMDP que describe el
funcionamiento del proceso de control a simular: el conjunto S
de estados, un conjunto E de eventos, los relojes de activación
Ce de los eventos E, la función transición P (st+1 |st, et), la
función de recompensa r(st, et, st+1) y la función Fe(τ | s)
encargada de determinar el momento de activación para cada
evento e en el estado s.

Una vez definido el modelo del entorno, es necesario poder
ejecutar una simulación del mismo para que el agente pueda
experimentar acciones y observar los efectos de las mismas en
términos de transiciones de estados y recompensas recibidas.
Al utilizar el formalismo DEVS como motor de simulación
del entorno o proceso bajo control, se debe realizar una
transformación previa del Modelo GSMDP definido, a un
modelo DEVS (Modelo). Para esto, se utilizan las reglas
de transformación definidas en [11]. El Agente integra el
mecanismo de decisión y aprendizaje, siendo embebido en
otro modelo DEVS incluido dentro del marco experimental
(EF). Finalmente, en este trabajo se emplea DEVSJAVA [23]
como motor de simulación del modelo DEVS (Simulador).

IV. FRAMEWORK METODOLÓGICO PARA
ENTRENAMIENTO DE AGENTES RL

El Framework Metodológico propuesto se representa en
la Fig. 2 mediante un diagrama de actividad (UML). En
la misma, se capturan los elementos (actividades, entradas,
salidas, productos, herramientas) necesarios para aplicar el
framework con el fin de entrenar agentes RL utilizando DEVS.
A su vez, se definen las actividades que se deben realizar, el
orden de las mismas y los roles responsables de llevar a cabo
cada una de las actividades. Por último, se definen los objetos o

información requerida para cada actividad, como así también,
los productos o resultados de salida de estas.

Fig. 2: Framework metodológico para entrenamiento de agen-
tes RL basado en DEVS.

Los roles definidos se han adaptado en base a [24]. En
la Tabla I, se enumeran y detallan los distintos roles que
intervienen en la metodología, definiendo así las partes
involucradas necesarias para entrenar un agente RL con
modelos DEVS.

TABLA I
ROLES DE LA METODOLOGÍA.

Rol Descripción
Analista de
Negocio

Es el encargado de realizar el relevamiento necesario para
entender los requisitos y el funcionamiento del proceso de
control que se quiere simular.

Arquitecto Es el encargado de definir el modelo de simulación del
proceso de control basándose en lo relevado por el rol
Analista, teniendo en cuenta la infraestructura tecnológica
necesaria para desarrollar la actividad.

Desarrollador Se encuentra a cargo de la generación (código ejecutable)
del entorno de simulación que será utilizado para entrenar
el agente inteligente.

Ingeniero
de Datos

Es el encargado de la configuración del agente, de la eje-
cución de las simulaciones y de evaluar el rendimiento de
la política de control encontrada por el agente inteligente.

El punto de inicio en el framework metodológico pro-
puesto es la actividad “1. Relevamiento Negocio”. En esta
actividad, desarrollada por el rol Analista de Negocio, se
realiza un análisis sobre el problema de control, generando
los requerimientos de negocio (RN) sobre el comportamiento
del entorno de simulación y las restricciones de negocio (RdN)
sobre la posible implementación del mismo (e.g. restricciones
en el tiempo de respuesta del agente RL, precisión de la
solución, etc.). También, se definen los casos de prueba que
el futuro entorno de simulación deberá superar luego de ser
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implementado.
La siguiente actividad es “2. Modelado Dinámica Sistema”,

la cual es llevada a cabo por el rol Arquitecto. En esta, se
realiza la formulación del problema desde el punto de vista
de la dinámica del proceso a controlar. Con esta información,
se realiza la representación del proceso de control como un
modelo GSMDP con sus respectivos componentes.

A partir de este punto, las siguientes dos actividades son
realizadas de forma simultanea. La primera de ellas es “3.
Seleccionar Arquitectura RL” realizada por el rol Ingeniero de
Datos. Esta actividad implica el análisis del modelo GSMDP
definido previamente, los RN y los RdN, para determinar
qué arquitectura de agente RL permite cumplir con los re-
querimientos establecidos, seleccionando la misma para ser
utilizada.

Por otro lado, en la actividad “4. Transformación
GSMDP2DEVS” realizada por el rol Arquitecto. Una vez
definido el modelo del entorno, es necesario poder ejecutar una
simulación del mismo para que el agente pueda experimentar
acciones y observar los efectos de las mismas en términos de
transiciones de estados y recompensas recibidas. Al utilizar el
formalismo DEVS como motor de simulación del entorno, se
debe realizar una transformación previa del Modelo GSMDP
definido, a un modelo DEVS (Ver Fig. 1). Para ello, se emplea
el “Metamodelo DEVS” y el “Metamodelo GSMDP” pre-
definidos para esta actividad, los cuales incluyen conceptos
necesarios para llevar a cabo la transformación. El Agente inte-
gra el mecanismo de decisión y aprendizaje, siendo embebido
en otro modelo DEVS incluido dentro del marco experimental
(EF).

Una vez definido el “Modelo DEVS” y la “Arquitectura
RL” a utilizar, el resto de las actividades del framework
propuesto se realizan de forma secuencial. La siguiente ac-
tividad es “5. Generación Entorno Simulación”, en la cual,
el rol Desarrollador se centra en la implementación del
entorno de entrenamiento, el cual se compone del modelo de
simulación DEVS definido en la actividad previa, como así
también de la implementación de la arquitectura elegida para
el agente RL, en un lenguaje de programación que permita la
simulación del modelo que representa al proceso controlado.
La siguiente actividad “6. Verificación Entorno Simulación”,
también llevada a cabo por el rol Desarrollador, es donde se
ejecutan todos los casos de prueba definidos sobre el entorno
de simulación para verificar el correcto comportamiento del
mismo.

Una vez verificado el “Entorno de Simulación”, las restantes
actividades son realizadas por el rol Ingeniero de Datos. En
la actividad “7. Optimización Hiperparámetros”, se realiza
una búsqueda exhaustiva en el espacio de hiperparámetros del
agente, para determinar el conjunto de los mismos que logre
una mejor política de control sobre el entorno.

En la actividad “8. Entrenamiento Agente”, el agente im-
plementado experimenta repetitivamente distintas situaciones
simuladas del proceso controlado con el fin de aprender una
política de selección de acciones (“Política de Acción”) sobre
el mismo. Durante este proceso, se recolectan medidas de
rendimiento que son utilizadas para determinar si la política
aprendida por el agente evoluciona favorablemente durante el

entrenamiento. Y finalmente, en la actividad “9. Evaluación
de Indicadores”, el rendimiento de la política aprendida por el
agente es evaluado. Se compara el rendimiento de la política
aprendida contra otra política de acción predefinida utilizada
como base de rendimiento (“Política Base”), provista a priori,
por un experto en el proceso de control. En caso de no superar
el rendimiento de la política base, la metodología propone
volver a la actividad “7. Optimización Hiperparámetros”.

Las actividades, las entradas necesarias para realizarlas, las
salidas que se generan una vez ejecutada cada actividad, así
como las técnicas y herramientas utilizadas para desarrollar las
actividades del framework propuesto se detallan en las Tablas
II, III y IV, V, para los roles Analista de Negocio, Arquitecto,
Ingeniero de Datos y Desarrollador respectivamente.

TABLA II
ACTIVIDADES DEL ROL ANALISTA DE NEGOCIO.

Actividad 1: Relevamiento Negocio
Salidas: RN (Requerimientos de Negocio - Característica dinámica del
proceso y ambiente de operación); RdN (Restricciones de Negocio -
Condiciones sobre el proceso a controlar, ya sean físicas, lógicas, etc);
Casos de Prueba (Conjunto de escenarios en los cuales debe verificarse
el funcionamiento del modelo de simulación desarrollado.)
Técnicas y herramientas: Observación, Tormenta de ideas, Prototipado,
Ingeniería Inversa, Entrevistas, Cuestionarios, etc.

TABLA III
ACTIVIDADES DEL ROL INGENIERO DE DATOS.

Actividad 3: Seleccionar Arquitectura RL
Entradas: RdN y Modelo GSMDP (Modelo que describe el comporta-
miento del proceso que se requiere controlar).
Salidas: Arquitectura RL (Arquitectura elegida para desempeñar la tarea
de control sobre el proceso); Política Base (Política de acción provista por
un experto utilizada como base de rendimiento para evaluar la política de
acción aprendida por el agente)
Técnicas y herramientas: Evaluación de distintas arquitecturas de algo-
ritmos RL (DQN [4], A3C [5], PPO [25], etc.). Esta actividad depende
mayoritariamente de la experiencia del Ingeniero de Datos en la resolución
de este tipo de problemas.
Actividad 7: Optimización Hiperparámetros
Entradas: Entorno Simulación.
Salidas: Hiperparámetros (Conjunto de hiperparámetros óptimos que per-
miten configurar el comportamiento del agente al momento de aprender
una política de acción durante el entrenamiento).
Técnicas y herramientas: Búsqueda Aleatoria [26], Algoritmos Genéticos
[27], Optimización Bayesiana [28], entre otros.
Actividad 8: Entrenamiento Agente
Entradas: Hiperparámetros y Entorno Simulación.
Salidas: Indicadores Entrenamiento (Medidas de rendimiento del agente
que sirven para determinar qué tan buena es la política aprendida), Política
de Acción (Política de selección de acciones sobre el proceso controlado
aprendida por el agente).
Técnicas y herramientas: El objetivo del agente es maximizar la re-
compensa total G obtenida en cada episodio de entrenamiento G =∑T

t rt(s, e, s
′).

Actividad 9: Evaluación Indicadores
Entradas: Indicadores Entrenamiento, RdN, Política de Acción y Política
Base.
Salidas: Política de Acción Validada (Política de acción que cumple con
los requisitos de negocio establecidos).
Técnicas y herramientas: Se compara el rendimiento de la política
aprendida contra otra política de acción predefinida utilizada como base
de rendimiento, provista a priori, por un experto en el proceso de control.
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TABLA IV
ACTIVIDADES DEL ROL DESARROLLADOR.

Actividad 5: Generación Entorno Simulación
Entradas: Arquitectura RL, Modelo DEVS, Repositorio Código (Código
que puede ser reutilizado durante la implementación del modelo de
simulación).
Salidas: Entorno Simulación (incluye el Modelo de simulación ejecutable
basado en DEVS del proceso controlado, el simulador, marco experimental
y el agente RL con su respectiva arquitectura), Repositorio Código.
Técnicas y herramientas: Desarrollo basado en reuso de componentes.
Actividad 6: Verificación Entorno Entrenamiento
Entradas: Entorno Simulación, Casos de Prueba.
Técnicas y herramientas: Chequeo de modelos [16], [17], Pruebas de
Unidad [29], etc.

TABLA V
ACTIVIDADES DEL ROL ARQUITECTO.

Actividad 2: Modelado Dinámica Sistema
Entradas: RN, RdN.
Salidas: Modelo GSMDP, Política Base.
Técnicas y herramientas: El proceso es representado como un GSMDP.
Actividad 4: Transformación GSMDP2DEVS
Entradas: Modelo GSMDP, Metamodelo GSMDP (Captura los conceptos
del lenguaje GSMDP), Metamodelo DEVS (Captura los conceptos básicos
del lenguaje DEVS [30]), Reglas de Transformación (Especifica el con-
junto de reglas requeridas para transformar los elementos de un GSMDP
a un modelo DEVS).
Salidas: Modelo DEVS (Instancia particular de un modelo DEVS para la
instancia del modelo GSMDP del proceso de control).
Técnicas y herramientas: El “modelo GSMDP” es transformado a una
instancia de un modelo formal DEVS siguiendo las “Reglas de Transfor-
mación”. Para ello, se emplea el “Metamodelo DEVS” y el “Metamodelo
GSMDP” pre-definidos para esta actividad, los cuales incluyen conceptos
necesarios para llevar a cabo la transformación.

V. CASO DE ESTUDIO

Como caso de estudio para validar el framework meto-
dológico propuesto, se ha implementado un problema de
control de la literatura de agentes conocido como The subway
problem descrito en [18]. A continuación, se detallan las tareas
realizadas en cada una de las actividades definidas según la
metodología propuesta.

1. Relevamiento Negocio: En este problema de control, el
agente es un administrador que decide cuántos trenes se van
a encontrar en operación en una línea de metro, controlando
el proceso al habilitar o deshabilitar la operación de cada uno
de los trenes, con el objetivo de maximizar el balance entre
el costo de operación de la línea y el ingreso por venta de
pasajes. Las entidades definidas en el problema de control son:
los pasajeros, las estaciones donde esperan los pasajeros y los
trenes que los transportan.

El problema de control cuenta con 4 tipos diferentes de
eventos:

El administrador decide poner en operación un nuevo
tren.
El administrador decide quitar de operación uno de los
trenes que está en funcionamiento.
El arribo de un nuevo pasajero a una de las estaciones.
El arribo de uno de los trenes que se encuentran en
operación a una estación.

Con respecto a las Restricciones de Negocio (RdN), fueron
definidas las siguientes:

Puede haber un máximo de 4 trenes en operación de
manera simultanea.
Los Trenes pueden llevar un máximo de 50 pasajeros.
Pueden esperar para abordar un tren, un máximo de 50
pasajeros en cada estación.
Se puede dar la ocurrencia simultanea de dos o mas
eventos.

2. Modelado Dinámica Sistema: En esta actividad, se
procede a definir el problema como un GSMDP. Un GSMDP
es definido como una tupla dada por 〈S,E, P, r〉, donde S es
el conjunto de estados definidos en la Tabla VI.

TABLA VI
ESPACIO DE ESTADOS EN THE SUBWAY PROBLEM.

Variable Rango de Valores Descripción
nsi {0, 50} ⊂ N Número de cola finita de pasajeros

esperando en la estación i | i ∈
{0, . . . , 5} ⊂ N.

fi {0, 1} ⊂ N Banderas que indican si la estación
i está ocupada por un tren.

nti {0, 50} ⊂ N Número de pasajeros a bordo del
tren j | j ∈ {0, . . . , 3} ⊂ N.

pj {−1, . . . , 5} ⊂ Z Posición actual de tren j.
t {0, . . . , 1440} ⊂ R+ Tiempo del día en minutos.

El conjunto de eventos E que pueden ocurrir en el problema
de control pueden visualizarse en la Tabla VII. Algunos
de estos son eventos controlables, acciones que pueden ser
ejecutadas por el agente, y otros no controlables o exógenos.

TABLA VII
EVENTOS EN THE SUBWAY PROBLEM

Evento Exógeno? Descripción
api Si Pasajero arribando a la estación i siguiendo una

distribución normal de probabilidad
mtj Si Arribo de tren j a una estación. Este evento

incrementa el valor de la variable de estado pj
y hace fpj = 1. También varía el número de
pasajeros a bordo del tren y los pasajeros en la
estación pj .

adj No Activa al tren j, el cual comienza a funcionar en la
estación 1. Esta acción solo es válida si la estación
1 se encuentra libre (f1 = 0).

rej No Enviar al tren j al garaje, lo cual implica que el
tren deja de funcionar. Esta acción solo es válida
en el caso de que el tren se encuentre en la estación
cero (pj = 0).

a∞ No Acción “No Operar” (NOP). Esta acción implica
que el agente no realiza ninguna acción sobre el
entorno y el mismo evoluciona al siguiente estado
a partir de los eventos exógenos generados en el
mismo entorno.

P es la función de transición, la cual, puede ser definida
por partes. A modo de ejemplo, la Ecuación (1) describe el
comportamiento del proceso cuando un nuevo pasajero arriba
a la estación i.

P (s1 | s0, api) =

{
nsi + 1 si nsi < 50

nsi sino
(1)

Por último, se tiene la función de recompensa que es
descrita en la Ecuación (2). La misma esta compuesta de tres
términos que describen la recompensa obtenida por el agente
ante cada uno de los posibles eventos del modelo. El término
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rp modela el pago de los tickets, cada vez que un pasajero
arriba a una estación, el término rs modela la penalidad
recibida por el agente cada vez que un tren es activado y por
último, el término rt modela el costo de funcionamiento de
un tren cada vez que este arriba a una estación, multiplicado
por la cantidad tiempo que estuvo en funcionamiento desde la
última transición de estado del problema.

r(s, t, e, s
′
, t

′
) = rp(e) + rs(e) +

3∑
j=0

rt(t, t
′
) (2)

donde
rp(e) =

{
1,5 si e = api
0,0 sino

rs(e) =

{
−2,0 si e = adj
0,0 sino

rt(t, t
′
) =

{∫ t′
t=0
−2,0t dt pj <> −1

0,0 sino

3. Seleccionar Arquitectura RL: En esta actividad se opto
por utilizar dos alternativas que sean suficientemente repre-
sentativas como para demostrar el funcionamiento de marco
metodológico propuesto. Particularmente, se trabajó con Deep
RL, siendo elegidas las arquitecturas DDQN [19] y A3C [5],
las cuales constituyen el punto de partida de todos los actuales
avances en el área. Cada una de las arquitecturas elegidas
posee una red neuronal artificial de tipo feedforward como
predictor de la función de valor y/o política del agente.

4. Transformación GSMDP2DEVS: La transformación
del modelo GSMDP a DEVS se realiza siguiendo las reglas de
transformación definidas en [18]. De esta forma, cada evento
no controlable definido en la Tabla VII, será descrito por
un modelo DEVS atómico encargado de modelar el reloj de
activación de cada evento exógeno denominado EventGen –ver
Fig. 3–.

Fig. 3: Conexiones entre los diferentes modelos DEVS utili-
zados para representar un GSMDP.

Para cada una de las estaciones (seis en total), habrá una
instancia del modelo atómico EventGen que modela los arribos
de los pasajeros a las estaciones, siguiendo una distribución
normal con media variable exponencialmente a lo largo del
entrenamiento del agente y desviación estándar constante. Con
respecto al arribo de los trenes activos, por cada tren (cuatro
en total) existe también una instancia del modelo EventGen
que determina el tiempo de arribo del tren correspondiente
a la siguiente estación, siguiendo una distribución normal
constante a lo largo del entrenamiento del agente.

Por otro lado, existe un modelo DEVS atómico denomi-
nado StateObserver (Expresión (3)), encargado de mantener
el estado global del proceso y de manejar el arribo de los
distintos eventos que alteren el mismo, incluyendo las acciones
ejecutadas por el agente RL (ver Fig. 3). Por ende, cada vez
que se dispara un evento exógeno, o una acción ejecutada por
el agente, el modelo StateObserver es el encargado de alterar
el estado actual del ambiente simulado, activar/desactivar las
distintas instancias del modelo EventGen, notificar al agente
del nuevo estado s′ del ambiente simulado y de las acciones
disponibles que este puede realizar en s′. Para ello, este mode-
lo posee un puerto de entrada “ev” donde recibe los eventos
que se activaron en cada instante. Además, cuenta con dos
puertos de salida: “ev_gen” es utilizado para activar/desactivar
las instancias del modelo EventGen, y el otro “agent”, es
utilizado para transmitir el estado actual del modelo luego
de una transición. El estado S está compuesto por la fase en
la que se encuentra la instancia del modelo DEVS (P ), el
estado del proceso controlado representado por un vector real
de n elementos Rn, la recompensa acumulada hasta la ultima
transición externa (r) dada por rf(s, Event, s′, e) y el tiempo
restante hasta la próxima transición interna de la instancia
R+

0 . La dinámica está dada por las transiciones externas que
permiten transicionar al modelo a un nuevo estado del proceso
GSMDP que representa a través de la función p(s, Event),
luego de lo cual, se dispara una transición interna, y por
ende, la función de salida envía al puerto “agent” el estado
de modelo GSMDP representado. Finalmente, el modelo se
vuelve “pasivo” hasta que ocurra una nueva transición externa.

StateObserver = (X,Y, S, ta, δext, δint, , δcon, λ) (3)

donde
InPorts = {“ev′′}; Xev = Event

X = {(p, v) | p ∈ InPorts, v ∈ Xp}
OutPorts = {“ev_gen′′

, “agent
′′}

Yev_gen = R+
0 × {true, false}

Actions = {a0, a1, · · · , an}
Yagent = Rn × R× {true, false} × {a | a ⊆ A}
Y = {(p, v) | p ∈ OutPorts, v ∈ Yp}
P = {“passive′′, “active′′}; ta(s)←∞

S = P × Rn × R× R+
0

s0 = (“passive
′′
, sinit, 0, σ)

p(s, Event) = Rn

done(s) = {true, false}
rf(s, Event, s

′
, e) = R

activeEvents(s, done) = R+
0 × {true, false}

enabledActions(s) = {a | a ⊆ A}
δext(“passive

′′
, s, r, σ, e, (“ev

′′
, v)) = (“active

′′
, p(s, v),

rf(s, v, p(s, v), e), 0)

δint(“active
′′
, s, r, σ) = (“passive

′′
, s, 0,∞)

δcon(s, ta(s), x) = δext(δint(s), 0, x)

λ(“active
′′
, s, r, σ) = (“ev_gen′′

, activeEvents(s, done(s)))

(“agent
′′
, {s, r, done(s), enabledActions(s)})

El Modelo (ver Fig. 3), representa el ambiente con el que
el agente interactúa. El mismo, es un modelo DEVS acoplado
conformado por N instancias del modelo EventGen y una
instancia del modelo StateObserver.
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Por último, el modelo atómico Agent es donde se implemen-
ta la funcionalidad específica de cada arquitectura de agente
RL. Este modelo permanece pasivo hasta que transiciona
externamente δext recibiendo al puerto “step” información del
estado actual del entorno con el cual interactúa el agente. En
base al estimulo recibido, el modelo responde con la acción de
control elegida a través del puerto “action”. Por limitaciones de
espacio, solo se define formalmente el modelo StateObserver.

5. Generación Entorno Simulación: Debido a los reque-
rimientos de negocio (RdN) definidos previamente por el
rol analista, se lleva a cabo la programación del entorno de
simulación utilizando el lenguaje de programación Java, utili-
zando la librería DEVSJAVA [23] como motor de simulación
del modelo del entorno. La librería “DeepLearning4j” [31]
fue utilizada para la implementación y entrenamiento de los
algoritmos RL.

6. Verificación Entorno Entrenamiento: Una vez finaliza-
do el desarrollo y basándose en los casos de prueba definidos,
se procede a realizar las pruebas pertinentes para verificar
el correcto funcionamiento del entorno de simulación. En la
Tabla VIII, se definen 2 casos de prueba a modo de ejemplo
para los eventos api y mti definidos en la Tabla VII. En los
mismos, se define el comportamiento que debe presentar el
modelo de simulación en cada uno de los escenarios.

TABLA VIII
CASOS DE PRUEBA EN “THE SUBWAY PROBLEM”

Rol Descripción
Arribo de pasajero a la es-
tación i.

Si nsi < 50 =⇒ nsi = nsi + 1
rp(s, e, s′) = 1,5

Arribo de tren a la estación
i.
bpj : Pasajeros que bajan
del tren j.
lpj : Lugares libres en el
tren j.
spj : Pasajeros que suben al
tren j.

Si fi = 0:
fi = 1; pj = i
bpi ∼ N (bµi, bσi)ntj
lpj = nti − bpj

spj =

{
lpj si nsi ≥ lpj
nsi sino

nti = nti− bpj +spj ; nsi = nsi−spj

7. Optimización Hiperparámetros: Para la optimización
de los hiperparámetros de las arquitecturas de agentes se-
leccionadas, se procedió a realizar un tuneo de los mismos
utilizando, por su simplicidad y eficiencia, búsqueda aleatoria
[26]. En la Tabla IX se pueden visualizar los parámetros
encontrados para cada una de ellas.

TABLA IX
HIPERPARÁMETROS DE LOS AGENTES RL EN EL ENTORNO

“THE SUBWAY PROBLEM”

Hiper-Parámetro DDQN A3C
γ 0,8460 0,59
α 0,0206 15e− 5
C (DDQN) / tmax (A3C) 88 40
Batch Size 256 -
Delta de Decisión (Tiempo máximo entre acción) 27 27

8. Entrenamiento Agente: Se procede a realizar el entrena-
miento de los agentes. El mismo consta de cinco experimentos
por agente, de dos mil episodios de entrenamiento cada uno.
Todos los experimentos se llevaron a cabo en una computadora

con un procesador AMD Ryzen© 7 1800 3.60 GHz x 8, con
32 GB of RAM DDR4 corriendo en un sistema operativo
Ubuntu 18.04 64 bits. El tiempo requerido para llevar a cabo
el entrenamiento de los agentes fue de 94 minutos para la
arquitectura DQN y de 45 minutos para la arquitectura A3C.

9. Evaluación Indicadores: En esa actividad, se analizan
las medidas recolectadas para determinar si la política de se-
lección de acciones encontrada por los agentes es satisfactoria.
Para ello, se evalúa la recompensa promedio obtenida por
cada uno de los agentes elegidos a lo largo del entrenamiento,
promediando la recompensa obtenida por cada agente en cada
uno de los experimentos realizados por cada episodio y se
calcula la desviación estándar de la misma a lo largo de los
entrenamientos.

Fig. 4: Retorno promedio por episodio obtenido por los
agentes entrenados empleando la metodología propuesta. La
linea de puntos representa la performance de la Política Base.

En la Fig. 4 se puede ver la evolución de cada uno de los
agentes durante el entrenamiento con respecto a la política
de base (Linea de puntos). En este caso, la política de base
utilizada implica mantener a lo largo de todo el episodio 2
trenes en funcionamiento. Claramente, la arquitectura A3C es
la que logro una media de rendimiento superior a lo largo
del entrenamiento, pero como contrapartida, posee una mayor
desviación estándar que la arquitectura DDQN. Por otra lado,
ambas arquitecturas han logrado superar el desempeño de
la política de base, lo cual implica que mas allá del mejor
rendimiento de una arquitectura por sobre la otra, ambas han
aprendido una política de control que se desempeña mejor que
una política fija definida a priori.

Al analizar el comportamiento de la curva de aprendizaje
de la arquitectura A3C, la misma no es correcta debido a que
esta no se estabiliza cerca de la recompensa máxima obtenida.
Por esto, se optó por volver a la actividad “7.Optimización
Hiperparámetros” y realizar una nueva búsqueda de los hi-
perparámetros para la arquitectura A3C. Una vez definido
un nuevo conjunto de hiperparámetros para la arquitectura
(γ = 0,94 y α = 1−e5), se volvió a realizar el entrenamiento
de la misma obteniendo los resultados que se muestran en la
Fig. 5.

Por ultimo, si comparamos el desempeño de los agentes
en los últimos 10 episodios de entrenamiento (ver Tabla X),
donde se estima que la política ya no cambia en gran medida,
se puede ver que la tendencia vista a lo largo del entrenamiento
se mantiene y que la arquitectura A3C se destaca por sobre la
arquitectura DDQN.
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Fig. 5: Retorno promedio por episodio obtenido en el segundo
entrenamiento de la arquitectura A3C.

TABLA X
RETORNO PROMEDIO DE CADA AGENTE DURANTE LOS

ÚLTIMOS 10 EPISODIOS DE ENTRENAMIENTO
COMPARADOS CON LA Política Base.

Agente Promedio Mejor Peor
A3C 5652.39 6433.11 4768.45

DDQN -1196.43 -348.3 -1491.78
Política Base -1481.13 -1475.45 -1485.41

Con respecto a la política de control aprendida por el agente
A3C, se selecciono la política de control aprendida del mejor
experimento realizado sobre esta arquitectura y se analizó
el comportamiento de la misma en diferentes estados claves
del problema de control (ver Fig. 6). En el primer ejemplo,
cuando las estaciones se encuentran abarrotadas de pasajeros
esperando para abordar un tren, la política aprendida define
que la acción de control que mayor retorno futuro va a proveer
es poner un nuevo tren en operación (Acción ST). Ahora, en el
segundo caso, cuando solamente hay un tren en operación y las
estaciones cuentan con pocos pasajeros, la política aprendida
es no realizar acción alguna (Acción NOP). Por ultimo, si
hay mas de un tren en funcionamiento (dos en este caso), y
solo algunos pasajeros esperando en las estaciones, la política
aprendida define que sacar de operación uno de los trenes es
la mejor acción de control (Acción GT).

Fig. 6: Política aprendida por la arquitectura A3C para tres
estados seleccionados.

VI. DISCUSIÓN

El uso de agentes RL para el control de procesos industriales
requiere la utilización de modelos de simulación de dichos
procesos para llevar a cabo el proceso de entrenamiento

de dichos agentes. Al formular políticas de control para un
proceso industrial de alto riesgo, el modelado y la simulación
de estos procesos mediante el uso de herramientas formales se
convierte en algo indispensable para evitar la incertidumbre,
los riesgos asociados y las posibles pérdidas económicas de
una mala correlación entre el proceso real y el simulado.
Además, utilizar un framework metodológico y contar con la
definición de los pasos, actividades, herramientas y técnicas,
entradas y salidas para entrenar agentes RL, permite acelerar
dicho proceso al facilitar los medios para su implementación,
favoreciendo además su replicabilidad.

Si comparamos la metodología contra el uso de OpenAI©
Gym [22], al no ser una metodología, OpenAI© Gym no cuen-
ta con las actividades, roles y elementos requeridos definidos
claramente, dificultando al usuario el proceso de entrenamien-
to. Además, el framework propuesto, al estar basado en un
formalismo (DEVS), en el que se incluye el modelado y la
implementación del problema de control, posibilita el uso de
técnicas para la verificación formal de los modelos de simula-
ción, permitiendo una mayor precisión derivada de una mejor
representación de la realidad. Por ultimo, los modelos DEVS
son genéricos y aplicables a cualquier problema. Esto, hace
posible el uso del framework metodológico, a usuarios que
no conozcan el formalismo DEVS, ya que este, se encuentra
oculto en la librería desarrollada. El usuario, solo tiene que
ajustar los parámetros de los modelos DEVS definidos para
representar el modelo GSMDP deseado. Esta ventaja toma mas
fuerza, cuando se encuentre automatizada la transformación de
modelos entre GSMDP y DEVS.

Como contrapartida, el uso de la metodología propuesta es
un proceso costoso, ya que requiere un modelado formal del
proceso de control. Al momento de implementar procesos de
control simples, esta metodología presenta un costo excesivo,
haciendo más conveniente el uso de herramientas mas directas,
como es el caso de OpenAI© Gym.

VII. CONCLUSIONES Y TRABAJO FUTURO

La IA presenta grandes desafíos a nivel conceptual y tec-
nológico, provenientes de la complejidad inherente a la inte-
gración de sus técnicas y metodologías en sistemas software,
lo que requiere de herramientas que brinden soporte durante
su desarrollo. Particularmente, el empleo de RL en un amplio
y variado conjunto de problemas procedentes de diferentes
dominios requiere poder entrenar los agentes de forma cada
vez más eficiente, en el sentido de reducir tiempos y costos.
Así, el framework propuesto permite la implementación del
proceso de entrenamiento de agentes RL de forma estructurada
y con herramientas formales, permitiendo generar una políti-
ca de control sobre los procesos mediante experimentación
con una realidad simulada, reduciendo riesgos a la hora de
implementar entornos de entrenamiento para agentes RL en
problemas de control de escala industrial. En este sentido,
DEVS provee ventajas para capturar la dinámica del entorno
con el que interactúa el agente RL, ya que, al basarse en la
TGS proporciona herramientas para la construcción jerárquica
de modelos que involucren tanta complejidad como se requiera
en pos de emular con precisión la realidad del proceso que se
debe controlar.
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Como trabajo futuro, se prevé automatizar varias de las
actividades del framework propuesto. Los procesos de trans-
formación de modelos se automatizarán empleando Model
driven-Development, Model-driven Architecture y los están-
dares relacionados. Además, se desarrollarán las interfaces
gráficas para la interacción con el arquitecto, desarrollador e
ingeniero de datos y las interfaces entre componentes.
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